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Sammanfattning

Detta arbete handlar om att prediktera energiproduktion f6r en solcellsanldggning
som &r installerat pa ett flerbostadshus i Karlstad. Syftet &r att skapa en modell
som tar data fran foregaende dygn som input och baserad pa det predikterar
solenergiproduktionen 1h framat. For att uppna arbetets syfte presenteras teorier
om maskininldrning och statistiska utvéirderingsmetoder. Modellen implementeras
med hjélp av programkod i toolboxen deep learning i MATLAB. Dér trénas det pa
tidigare data for att hitta nagon form av monster och baserad pa det prediktera
energiproduktionen for 1h framat givet energiproduktionen fran foregaende 24h.
Algoritmen som anvénds i arbetet &r LSTM. I arbetet undersoks ocksa hur mycket
data bakat i tiden som modellen behover tranas pa for att predikteringen ska ge en
god indikation pa energiproducering.

Resultatet visar att basta modell erhalls genom att tréna modellen med lars data
bakat i tiden med specifika nétverksinstéllningar . Vidare, ger modellen en MAE
pa 0.998kWh och en RMSE pa 1.765kWh.

Nyckelord: Maskininlarning, prediktering, solenergi, LSTM, NN.
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Abstract

This project is about predicting energy production for a photovoltaic system that
is installed on a building in Karlstad. The aim is to create a model that takes data
from the previous day as input and based on that predicts solar energy production
1h ahead. To achieve the purpose of the work, theories on machine learning as
well as statistical evaluation methods are presented. The model is implemented
using program code in deep learning toolbox in MATLAB. There, it is trained on
previous data to find some pattern in the data and based on that predict energy
production for 1h ahead given the energy production from the previous 24h. The
algorithm used in the project is LSTM. The project also examines how much data
back in time the model needs to be trained on to give a good indication of solar
energy production.

The results show that the best model derives from training models with 1 year of

historic data and with specific network settings. Furthermore, models provide an
MAE of 0.998kWh and an RMSE of 1.765kWh.

Keywords: Machine learning, prediction, solar energy, LSTM, NN.
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Kapitel 1

Introduktion

1.1 Bakgrund

Under de senaste tva decennierna har manga linder borjat eller har atminstone fér
avsikt att ersitta sina fossila energikéllor med fornybara energikéllor sasom sol, vind,
vatten etc. detta ar till foljd av stigande priser pa fossila energikéllor och trenden pa
att dessa haller pa ta slut [29]. I samband med det, intresset for sol som energikilla
har véxt i stor utstrickning atminstone pa EU-niva [24], eftersom det anses ha
minsta miljopaverkan samtidigt som kostnaderna for tillverkning och produktion
av solceller av tagits rejil [26] vilket i sin tur paverkade solcellsmarknaden positivt.
Men trots det, star solenergin endast for knappt 1% av Sveriges totala elproduktion
[10], det kanske beror pa stora utmaningar som finns med att anvinda solenergin,
en stor utmaning ér fluktuationer i energiproduktionen vilket medfor till att behovet
av ett batteri for lagringen av energin blir nédvindig [I8]. Sedan 2018 pagar det ett
projekt vid Karlstads universitet som heter ACES. Inom projektet finns det flera
utmaningar sasom att forbéttra och implementera smart méatningsteknik samt att
optimera anvéndning av batteri for béttre driftekonomi[I]. Vidare, finns det olika
16sningar nar det giller att optimera anvéindning av batterier. En mojligt 16sning
ar adaptiv styrning av batteriets lager. Ytterligare,finns det flera utmaningar nér
det kommer till adaptiv styrning av batterilager. Det kan till exempel vara valet av
sensor i battericellerna eller hur data léses in till batteriet fran andra komponenter
i ett system. En av utmaningarna inom styrningen riktar sig mot olika parametrar
i batteriet som kan &ndras till for att fa optimal anvindning om prediktion av
producerad energi finns tillgéngligt.



1.2. PROBLEMBESKRIVNING KAPITEL 1. INTRODUKTION

1.1.1 Metod

Det finns olika metoder nér det géller prediktering av solenergiproduktion. Fysika-
liska metoder som baseras pa att forvantad produktion berdknas utifran numeriska
vadersprognoser och parametrarna som ingar i pv systemet. I metoden ingar det
flera steg for beridkningar med hjalp av fysikaliska teorier. Sedan finns det dven
statistiska metoder dar modellen skapas genom att anvinda sig av tidigare data.
Datan utvirderas och analyseras med olika metoder inom statistik. Hir ingar det
dven maskininlarnings metoder[22] da dessa metoder &r ocksa beroende av data.
Till skillnad fran fysikaliska metoder, statistiska metoder behover inga forkunskaper
gillande komplexa teorier och samband mellan olika parametrar i pv systemet och
det racker med att ha kunskaper inom hur data behandlas. Vidare, har metoder
som deep-learning blivit mycket populédra bland de maskininldrnings metoder un-
der senaste tiden [2I]. Det &ar pa grund av deras goda formaga att redogora for
beroenden i tidsbaserade dataserie samt att hitta olinjara karakteristik i dessa.
Inom deep-learning visar RNN goda resultat nir det géller tidsberoende data[19]. I
detta arbete anvands LSTM som é&r en utvecklad typ av RNN vilket har férmagan
att minna data 6ver en langre tid.

1.2 Problembeskrivning

Predikteringsformagan hos LSTM beror till stor del pa storleken av tréningsdata.
Det vill saga, data dar ndtverket trdnas med. Vidare, kan predikteringsférmagan
vara begrénsad ifall mindre data &n lar anvénds for traningen[31]. Sedan ar det
ocksa viktigt att ha kdinnedom om hur sjélva datan ser ut och vilka externa faktorer
spelar roll nir data samlas in.



1.3. SYFTE KAPITEL 1. INTRODUKTION

1.3 Syfte

Arbetet gar ut pa att skapa en modell for prediktering av solenergiproduktion.
Malet &r att kunna prediktera energiproduktionen 1 timme framat i tiden genom
att anvéinda sig av historiskt data fran foregaende 24 timmar.

1.4 Outline

Rapporten &ar uppbyggd pa foljande sétt:

e Kapitel 2 - Teori
Kapitlet behandlar viktiga teorier inom data och behandling av data samt
hur detta implementeras i maskininldrningsalgoritmer for att uppna malet
med arbetet.

e Kapitel 3 - Metod
Kapitlet bestar av olika delar dar de beskriver hur arbetet genomférs och
vad som borde goras forst. Fran samling av data till att bilda och utvérdera
modellen.

e Kapitel 4 - Resultat
I kapitlet redovisas resultatet av predikteringen samt en 6verblick 6ver hur
modellen utvecklas och effektiviseras.

e Kapitel 5 - Diskussion och slutsats
Hér tas upp en slutsats och summering pa arbetet samt diskuteras utmaningar
under arbetets gang. I slutet ges forslag pa fortsatt arbete.



Kapitel 2

Teor1l

2.1 Maskininlarning

Maskininlérning ar ett omrade inom AI som handlar om att en maskin(system) lar
sig hur det ska bete i syfte att 16sa en uppgift. Inlarningsprocessen ar baserad pa
data fran tidigare héndelser och erfarenheter vilket sker med hjélp av olika
algoritmer som ser till att informationen fran en dataset bearbetas och tolkas
innan det fors vidare till systemet. Det finns tva huvudtyper av maskininlérnings
algoritmer, namligen 6vervakad ldrande och icke-tvervakad larande [§].
Overvakad lirande innebér att forutom ett ingangsdataset X, finns det ett
utgangsdataset Y tillgéngligt for att tréana algoritmerna pa. Algoritmerna forsoker
sedan att hitta kopplingar mellan in-och utgangsdata for att generera komplexa
funktioner som hjélper till att prediktera utgangsdata fér nya ingangsdata.
Icke-6vervakad larande anvénder sig enbart av ingangsdata, det betyder att det
sker ingen tréningen av algoritmerna och algoritmerna har ingen forkunskap om
att vad bor upptéickas. Metoden lampar sig for till exempel monsterigenkénning,
att hitta olika kluster i ett dataset eller askadliggtra korrelationer i indata [13].

2.1.1 Neuralt natverk

Ett neuralt nédtverk dr en metod inom maskininldrning som passar sig utmarkt i
identifiering av komplexa samband. Metoden har fatt inspiration av funktionen av
den ménskliga hjarnan [13].

I den ménskliga hjarnan finns det ett stort antal neuroner som har till uppgift att
ta emot data fran andra nervceller genom s.k. dendroider. Samlad data i neuroner
jamfors med ett troskelvirde, och om insamlad data inte 6verensstdmmer med
troskelvardet, skickas en aktiveringsignal till andra nerveeller [4].

Det neurala nitverket dr uppdelad i tre olika lager(layer): ingangslager, doltlager



2.1. MASKININLARNING KAPITEL 2. TEORI

och utgangslager,i varje lager finns det ett antal s.k. noder (X;) och dessa ar
ihopkopplade med hjilp av vikter (IW;j), med andra ord, det vikterna gor
resulterar i en forbindelse mellan de olika lagren. Figur [2.1] visar hur ett
grundlaggande neuralt niatverk av typen feedforward &r uppbyggd, cirklarna
representerar noder och svarta pilarna representerar vikter, ytterligare indikerar
fargerna till vilken lager noderna tillhor.

Utgdngslager

Ingangslager

Doltlager

Figur 2.1: Grundlaggande neuralt natverk

I varje nod finns det en s.k. aktiveringsfunktion som bearbetar de virde noden far
och presenterar ett virde mellan 0 och 1 pa utgangen. Inldrningen &r en process
som borjar forst med att noderna i ingangslagret tilldelas slumpméssiga virden
fran ingangsdata. Sedan gar dessa igenom aktiveringsfunktionen for att
transporteras via vikterna till doltlagret. Till sist presenteras det predikterade
vardet 1 utgangslagret. Darefter jamfors det predikterade virdet med det
forvantade vardet for att berdkna eventuellt fel. Felet anvands for att reglera
viarden hos noderna och vikterna i nésta iteration. Processen fortsétts pa samma
sétt tills minimalt fel uppnas.

Vidare, avgor antalet noderna i varje lager formagan for hur bra nétverket &ar i att
hitta komplexa samband hos indatan, ju fler noder desto béttre formaga att hitta
komplexa samband.

Hérnédst kommer de vanligaste typerna av ett neuralt nétverk presenteras.

FFN

Feedforward neuralt nétverk &r det enklaste typen av neuralt nétverk dar data
matas endast fran ett hall i det neurala néitverket [I4], ndmligen fran inganglagret.
Det betyder att nér data kommer in i ingangslagret gors specifika processer enligt
avsnitt 2.1.1 och sedan passeras vidare till nédsta lager. Nar detta gors, blir inga
kopplingar kvar mellan nésta lager och féregaende lager. Det finns tva olika typer
av FFN, ndmligen perceptron och flerlagers perceptron. Med perceptron menas det
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att natverket bestar endast av ett ingangslager och ett utgangslager. Inga dolda
lager finns i den har typen av FFN. Det &r anvandbar for linjéar klassificering av
tva typer av data. Med flerlagers perceptron menas det att nétverket bestar av ett
ingangslager, ett eller flera doltlager och ett utgangslager. Till skillnad fran
perceptron har den hér typen av FFN formagan att hitta olinjéra samband i
datan[23].

RNN

Till skillnad fran FFEN, RNN &r mycket kraftfull och anviindbar. Det kan anvédnda
sekvensdata for att producera en tidserie pa utgangen, detta ar pa grund av

formagan att minna historisk data som finns i nodarna sedan tidigare, en formaga
som FEN saknar. RNN &r uppbyggd néstan pa samma sétt som FFN, med andra
ord det bestar av ett ingangslager, ett eller flera doltlager med minnescell och ett

utgangslager. Se figur 2.2

Utgdngslager

Ingangslager

Doltlager

Figur 2.2: Recurrent neuralt niatverk(RNN)

Beroende pa tidigare indata paverkas aktuellt in- och utdata. Det fungerar pa sa
sitt att tidigare data minnas och matas till doltlagret genom aterkoppling [5].
Figur [2.3 nedan visar hur en minnescell inom RNN é&r konstruerad dér z; indikerar
input, h; dr output och tanh indikerar aktiveringsfunktionen.
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ht-1 fJ

Figur 2.3: RNN-cell

LSTM ér en underkategori av RNN som &r utvecklad for att eliminera de
problem som uppstar med anvandning av RNN. Det dr ndmligen sa att RNN &r
kénd for sin berémda férmaga att minna tidigare hdndelser men i praktiken kan
det innebéra en stor utmaning nér felet(error) i modellen blir stor och
parametrarna behover justeras mycket, det dr pa grund av en fenomen sa kallad
vanishing- or exploding gradient [I7]. Vanishing- or exploding gradient &r ett
vanligt forekommande problem som uppstar nédr modellen tranas med
backpropagation och gradient-baserad algoritm [25]. Backpropagation-algoritm
géller for supervised learning vilket innebér att det verkliga vardet som modellen
ska prediktera ar givet. Algoritmen fungerar pa sa satt att det virde som &r
framstéllt med hjalp av modellen jamfors med det verkliga vérdet for fa fram ett
fel. Déarefter regleras elementen i nédtverket med avsikt att minimera felet.
Vidare &r regleringen en process som boérjar med att reglera elementen i det sista
lagret forst och forsta lagret sist. Processen dr baserad pa gradient descent metod.
Metoden gar ut pa att berdkna derivatan(lutningen) hos sa kallad loss function i
forhallande till vikterna i syfte att hitta det lokala minimivéirdet som betyder i sin
tur att det predikterade vérdet ligger ndra det verkliga vérdet [6] [20].
loss function anvinds under traningen och det ar ett sétt att bedoma hur processen
gar for att modellera ett specifik dataset. Samband géller for loss function.
1N
MSE = 5 (0 = i) (21)
i=1

I 2.1 betecknar y det verkliga virdet, § betecknar det predikterade virdet och N
betecknar antalet prediktioner.
I samband med att antalet elementer(vikter) okar, okar ocksa risken for
vanishing/exploding gradient [2).
Vidare, har LSTM formagan att klassificera tidigare data som finns i nétverket for
att minska risken for gradient-problem, det kan till exempel glomma tidigare

7



2.1. MASKININLARNING KAPITEL 2. TEORI

héndelser som inte har nagon paverkan pa resultatet.

Som bendmndes tidigare, LSTM é&r en utvecklad RNN vilket innebér att dess
uppbyggnad liknar RNN men i LSTM finns ut6ver allt som finns hos RNN ett
internt tillstandscell och flera gates som kontrollerar flodet av informationen som
gar i noderna.

Vidare, bestar LSTM av 3 olika gates, ndmligen inputgatei;, outputgateo;, och
forgetgate f;. Aktiveringsfunktioner i varje gate ser till hur mycket gammal data
som behovs for att prediktera nya vérde. Foljande matematiska samband géller for
gates:

Ji=ocWsxy + Ushy—y + by) (2.2)

iy = oc(Wizy + Uihy—1 + b;) (2.3)

op = o(Woxy + Uyhy—1 + b,) (2.4)
a=fOa1+i©oWery+ Uchy_q + b) (2.5)
hi = 0y ® o(¢y) (2.6)

Dér o ér aktiveringsfunktionen sigmoid, z; &r input, U &r aterkommande vikter, h;
ar tillstandsparameter for dolda lagret, b &r bias vardet och ¢; betecknar internt

tillstandscell [30] [16].

Figur nedan illustrerar konstruktionen av en LSTM cell.

Ct-1 ~ | % Ct

fanh>
iy —4--33!

l1 O

|_U|U|ttanh IUIL

fi

hi

-

. -

Xt

Figur 2.4: Visar hur en LSTM-cell ar uppbyggd
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2.2 Olika typer av data for prediktering

Olika typer av data kan anvéndas for att prediktera producerad solenergi fran
solceller med hjilp av neurala natverk. Data som kan anvindas &r historisk data
for solproduktion fran solceller, historisk solinstralningsdata och historisk
meteorologiska data(temperatur,luftfuktighet,nederbord etc.) [32].

2.3 Utvirdering av modellen

Det ar inte latt for manniskan att se ifall det skapade modellen &r bra eller dalig,
déarfor kravs det olika metoder och formler for att utvirdera det modell som &r
skapad med hjélp av neurala niatverk. Vidare kommer dessa formler att vara i
fokus.

2.3.1 MAE

MAE indikerar absolutbeloppet av medelvirdet av felet som ligger mellan
predikterade vérdet och det riktiga vardet. En fordel som MAE har, ar att det inte
ar kanslig for avvikelser, dvs. dubbelvirden.

MAE kan bestdimmas med hjélp av ekvation [2.7]

N

1 A
MAE = NZ‘%—?/Z’ (2.7)
i=1
dér y indikerar det verkliga vérdet, ¢ indikerar det predikterade véardet och N
indikerar antalet sampel.

2.3.2 RMSE

RMSE ér liksom andra utvérderingsmetoder rdknar felet mellan verkliga varden

och predikterade viarden. Mer exakt, ger den ett matt om hur spridda predikterade
virden dr med avseende pa verkliga viardet. Fordelen med att anvinda RMSE ér
att den lamplig for stora fel vilket kan tydlig ses i avvikelsen. Vidare, kan RMSE
berdknas med hjalp av foljande formel:

1 N

RMSE = J N Z(% — 0i)? (2.8)

=1
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2.3.3 Cofficient of determination

Cofficient of determination (R*) visar samband och férhallandet mellan tva typer
av dataset. Det berdknade vardet ur formel ligger mellan 0 och 1 vilket visar
alltsa hur de olika dataseten dr beroende av varandra.(Korrelation mellan indata
och maldata)

i1 (v — 9:)°
i1y — )2
[[2.9] visar § medelvirdet av de vekliga virden.

RP=1- (2.9)

10



Kapitel 3
Metod

3.1 Systemoversikt

En enkel oversikt av systemet som anvinds i arbetet illustreras i figur [3.1 Dér en
central enhet som heter FerroAmp EnergyHub anvinds for att koppla samman alla
andra enheter sa att det hela kan betraktas som ett system. Vidare, anvands
EnergyHub for styrning, 6vervakning, métning, omvandling och optimering [3].
Enheten méter produktion och konsumtion fér att sedan lagra det i en molntjénst
som heter FerroAmp EnergyCloud.

PV
moduler Batteri
Nat Last

Figur 3.1: Systemoversikt
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3.2. DATAINSAMLING KAPITEL 3. METOD

3.2 Datainsamling

Pa FerroAmp EnergyCloud gar det att hiamta olika typer av historisk data sasom
historisk solproduktion, elférbrukning, batterieffekt och exporterad- och
importerad el till och fran nétet. I och med att solenergiproduktion ska predikteras
sa ar det relevant att anvédnda historisk solproduktion fran EnergyCloud. Det hade
givetvis varit moéjligt att anvéinda andra typer av data som ndmndes i avsnitt 2.2
men i och med att det saknas utrustning for att méata dessa typer av data sa
prioriterades inte detta och det valdes att gora prediktioner med hjilp av enbart
data for solproduktionen.

Ursprunliga métvarden registreras pa portalen varje minut, dvs. upplosningen for
den registrerade datan dr 1 minut sedan samlas dessa minutdata for att ge
producerad solenergi i timmen vilket motsvarar kWh. Vidare, har data for
producerad elenergi fran solcellspanelerna i kWh for en period av drygt 1 ar
hédmtats(fran 2020-03-01 till 2021-04-13). Det &r denna data som betraktas som
ingangsdata(feature) till det neurala néitverket. Tiden for dessa métvirden var
uttryckt i UNIX-tid men det omvandlades till aktuell datum och tid med hjélp av
Excel. Sedan sparades dessa métviarden med respektive datum och tidpunkt i form
av en CSV-fil. Resultatet kan ses i figuif3.2] I arbetet har en samplingstid pa 1h for
métvarden anvants for att begridnsa antalet méatvarden samt att det ska vara
hanterbart nér det ska anvéndas for att trédna det neurala nédtverket med.
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3.2. DATAINSAMLING KAPITEL 3. METOD

A B
1 |Tid Solenergiproduktion{kwh}“
2 . 29/02/2020 23:00 0.000
3 01/03/2020 00:00 0.000
4 01/03/2020 01:00 0.000
5 01/03/2020 02:00 0.000
6 . 01/03/2020 03:00 0.000
¥ 01/03/2020 04:00 0.000
8 01/03/2020 05:00 0.000
9 01/03/2020 06:00 0.010
10 . 01/03/2020 07:00 0.140
11 01/03/2020 08:00 0.140
12 01/03/2020 09:00 0.300
13 01/03/2020 10:00 0.400
14 . 01/03/2020 11:00 0.510
15 01/03/2020 12:00 0.530
16 01/03/2020 13:00 0.760
17 01/03/2020 14:00 1.070
18 . 01/03/2020 15:00 1.000
19 01/03/2020 16:00 0.070
20 01/03/2020 17:00 0.000
21 01/03/2020 18:00 0.000

Figur 3.2: Matvirden for varje timme i csv-format

3.2.1 Imputering av saknade virden

Det ar ett vanligt forekommande problem att métvérde saknas av olika
anledningar i en dataserie, speciellt nér datan &r for stor, till exempel samlad data
for solelproduktion 6ver ett halvt ar eller ett ar med 1h eller 15min samplingstid.
Vidare, kan olika algoritmer anvéndas for att 16sa problemet med saknade vérden.
Antingen sa tas saknade virden bort fran dataserien for da bedéms att det inte
har nagon paverkan pa resultatet eller sa ersétts dessa med nya virden som kallas
for imputering [12]. Det finns olika algoritmer f6r imputering och nagra av de kan
vara K-nearest neighbour, medelvardeimputation och imputering med hjalp av
regression [11].

I det hér arbetet anvdnds medelviardeimputation for att fylla viarden som saknas.
Metoden gar ut pa att rdkna medelvirdet av tillgingliga méatvirden som ligger
ndrmast till det saknade métvérdet [27]. Fordelen med det &r enkel att
implementera samt att det tar mycket mindre tid. Metoden bedoéms att vara
mindre tillforlitlig jdmfort med andra metoder men den passar bra i detta arbete
pa grund av tillgang till effektdata och begrinsad tid for projektet. Saknade
energiproduktionsvéirden(kWh) kunde fas genom att berdkna medelvardet av
solcellseffekten(kW) mellan tva méatpunkter. Eftersom métpunkterna ér berdknad
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3.3. MODELLBILDNING KAPITEL 3. METOD

per timme omvandlas medelvéirdet av effekten till kWh.

3.3 Modellbildning

For att kunna bilda en modell for solenergiprediktion anviands MATLAB
tillsammans med Deep learning toolbox. MATLAB é&r ett vildigt kraftfull
programmeringssprak som innehaller fardiga funktioner for berikning av komplexa
matematiska uppgifter. Vidare, anvinds det experimentella metoder for att skapa
en modell. Med andra ord, modellen fas genom att testa, jamfora och utvardera
for att tillslut verifiera resultatet. Det &r en process som innehaller flera steg.

En Férenklad processbeskrivning illustreras i figuif3.3]

/ /
/ Datainsamling /
/

*i#

Bearbetning av
data

i

Normalisering

——

v

Tréningsdata

1 A J

Definiera LSTMs Genomfér
Testdata uppbyggnad samt &ndringar i LSTMs
tréna modellen arkitektur

A
v

Prediktera
isolenergiproduktion

Y
Verifiera modellen
genom att jamfora >
e «—JIA——  Bra modell?
verkligavarden

Féardig

Figur 3.3: Forenklad processbeskrivning i form av flédesschema
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3.3. MODELLBILDNING KAPITEL 3. METOD

Vidare, kommer foljande sektioner att ge kompletterande forklaringar till
modellbildnings processen utifran koden som visas i bilaga A.

3.3.1 Normalisering

Innan data matas in till det neurala nétverket behovs det skalas for att det ska
vara lattare att hantera. Normalisering dr en process som gors for att skala eller
omvandla hela dataserien sa att varje métvéarde har ett jamnt bidrag. Syftet med
detta &r att forbéttra prestanda hos maskininlarnings algoritmen [28§].

Med hjilp av foljande formel kan varden normaliseras i dataserien

T — Tmin

X = (3.1)

Tmaz — Tmin
dar X dr normaliserade véardet, x &r icke-normaliserade vardet, x,,;, och ... ar
minsta- respektive storsta vérdet i dataserien. Resultatet for icke-normaliserad
data och normaliserad data visas i figur respektive 3.4b|
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3.3. MODELLBILDNING KAPITEL 3. METOD

Solenergiproduktion i 1 ar

EREE

Solenergiproduktion[kWh]
=]

R -

0 1000 2000 3000 4000 5000 6000 7000 8000 9000
Tid[h]

(a) Icke-normaliserad

Normaized value

At MH ! !Wu Mlm\ L

(b) Normaliserad

Figur 3.4: Normaliserad data for 1 ar

I figurerna ar det relativt ldtt att lagga mérke till tiden déar energiproduktionen &ar
som légst. Det ligger ungefdr mellan 6000 och 8000 timmar, vilket motsvarar
ungefir mellan november- och januarimanad(rdknad fran mars).Det &r dér
energiproduktionen fran solcellerna ar som ldgst pa grund av vintermanad darmed
kortare dagar. Med det kan eventuellt datan beriknas att vara logisk (mer om det
i kapitel 5).

3.3.2 Fordelning av data

Samlad data enligt avsnitt 3.1 delas upp i tva delar. Namligen traningsdata och
testdata. Traningsdata i sin tur delas i 3 olika delar for att se hur det kan paverka
prediteringsformagan enligt diskussioner i avsnitt 1.2 samt finns det en
uppfattning om en sésongvis variation av solproduktionen vilket innebar att
overlag finns det mindre solenergi pa vinter jamfort med sommar. Tréningsdata
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3.3. MODELLBILDNING KAPITEL 3. METOD

anvands i syfte att trdna det neurala ndtverket med, och testdata anvands for att
utviardera modellen. Med hjalp av traningsdata och det fel som fas kan
parametrarna i LSTM justeras for att minska felet och pa sa sdtt komma nérmare
till en fardig modell. Justering innebér att forbattra modellens noggrannhet
samtidigt som att undvika overfitting vilket betyder att modellen saknar férmagan
att skilja mellan riktig data och storning.

Vidare, anvénds 3 perioder som avser 1 ar( 2020-03-01 till 2021-03-01),6
manader(2020-09-01 till 2021-03-01) respektive 3 manader(2020-12-01 till
2021-03-01) for att trdna ndtverket med och 3 dagar(2021-04-11 till 2021-04-13) for
att testa modellerna for utvardering.

3.3.3 Natverkets uppbyggnad

I den hér sektionen utfors tva viktiga uppdrag for att bygga/definiera det neurala
natverket LSTM. Forst definieras lagren med tillhérande variabler, sedan
definieras traningsspecifikation innan nétverket tréanas.

For att bygga/definiera nétverket anvénds heuristik metod. Det innebér att fran
borjan véljes det rimliga”instéllningar for natverket for att det ska finnas nagon
form av referens punkt att borja fran. Sedan baserad pa fel som fas dndras dessa
tills onskad resultat uppnas. Denna metod anvénds eftersom det finns varken
matematisk formel eller utgangspunkt for att vélja rattparameter.

LSTM parametrarna som kommer justeras visas i nedanstaende tabell. Dar en
epok ar en komplett omgang av hela traningsdatan genom nétverket.

Tabell 3.1: Nagra parametrar i LSTM-nétverket

H Parameter H

Antalet LSTM-lager
Antalet noder i lagret
Antalet epoker

Det finns fortas andra parametrar/variabler i nétverket som gar att justera men
for enkelhetsskull valdes det att lidgga fokus pa just dessa.

Lagerdefintion

Det neurala nétverket delas i tre lager, ndmligen ingangslager, doltlager och
utgangslager. Ingangslagret far i virde som sekvenser till natverket och antalet
véarden varje sekvens far motsvarar antalet features [9]. T det hér fallet finns det
endast en feature det vill sdga solenergiproduktion. Eftersom modellen ska ge
prediktioner baserad pa foregaende 24 timmar sa blir antalet virde i varje sekvens
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3.4. UTVARDERING AV MODELLEN KAPITEL 3. METOD

24 ganger antalet features. Doltlagret bestar av ett eller flera(upp till tva)
LSTM-lager med tillhérande aktiveringsfunktion. Varje LSTM-lager tilldelas ett
varde som bestammer hur mycket information ska lagret minna fran féregaende
steg [7]. Sedan anvinds elulayer som aktiveringsfunktion for samtliga LSTM-lager.
Elulayer &r en funktion som returnerar samma vérde for positiva varden och utfor
en eponentiell icke-linjar samband pa negativa virden. Det boostar upp triningen
[15] vilket &r onskevérd. Vidare, specificeras antalet svar som nétverket ska ha som
utdata. Sedan multipliceras alla virde som fas ut fran LSTM-lagret med vikter och
adderas till biaser for att slutligen presentera predikterade virden pa utgangen.

Traningsspecifikation

Virdet av olika nédtverksparametrar i traningen ar av stor betydelse for att fa en
modell med 6nskad resultat. Fran borjan anvinds det 400 epoker med en
learningrate pa 0,005 som instéllningar for optimeringalgoritmen adaptive moment
estimation(Adam,).

3.4 Utviardering av modellen

Efter trdning, skapas modellen och den &r redo for att utvirderas med hjélp av
testdata. Utvérderingen sker enligt metoder presenterades i avsnitt 2.3. Med andra
ord, modellen far indata som den har aldrig tranats pa och baserad pa det ger
utdata som svar. Utdatan &r sjdlva predikterade virden for solenergiproduktionen.
Virden som fas dr normaliserade och behéver onormaliseras. Sedan jamfors de
predikterade virden med faktiska varden for att berdkna felet.
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Kapitel 4

Resultat

Det finns tva faktorer som har varit i fokus nir modellen bildades, forst dr det
vilka instdllningar pa nétverket ger ett bra resultat och sedan vilken storlek pa
tréningsdata ar det ldmplig att anvénda.

I detta kapitel kommer resultaten for olika ndtverksinstéllningar savél som ldmplig
storlek pa traningsdata for att skapa en predikteringsmodell presenteras.

4.1 Natverkets instédllningar

Som indikerat i sektion 3.3.3 behover optimala virden for parametrarna i det
neurala natverket bestdmmas for att modellen ska ha en god prestanda.
Instéllningar for natverket har bestdmms med hjalp av heuristik metod.

Forst bestdams antalet doltlager av typen LSTM. For att gora det, anvinds MAE
for att utviardera resultaten. For samtliga prediktioner anviands lars
traningsdata(fran 01/3-2020 till 01/3-2021) och 3dagars testdata(fran 11/4-2021
till 13/4-2021).

Resultaten visas i tabell nedan

Tabell 4.1: Visar predikteringsfel nér nétverket trdnas med olika lager

H Antalet LSTM-lager \ MAE H

1 1.012
2 0.996

Ovanstaende tabell visar resultaten fér en modell trdnad med olika antal LSTM
lager. I forsta testet dr modellen trénad med ett lager. Det ger ett MAE pa 1.012
kWh. I andra testet &r modellen trénad med tva lager vilket ger ett MAE pa 0.996
kWh. Skillnaden mellan bada &r inte mycket. Det betyder i sin tur att datan ar
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inte sa komplicerat for att det ska behova tva LSTM-lager. Men eftersom syftet ar
att stka ett en model som verkligen kan prediktera sa véljs det tva LSTM-lager for
att tridna nétverket med. Observera att antalet noder i varje lager sattes till 200
under testet.

Antalet noder varje lager kan ha ar beroende pa hur mycket data lagret behover
minnas for att modellen ska ha en god prestanda. Varje lager kan innehalla
antingen 100 eller 200 noder. Eftersom det bestdmdes att ha 2 lager, blir det totalt
4 kombinationer att testa och utvirdera modellens prestanda med hjéilp av MAE.
Resultatet for respektive test visas i tabell nedan.

Tabell 4.2: Visar prediktionsfelet beroende pa antalet noder i varje lager

H Antalet noder i lager 1 ‘ Antalet noder i lager 2 ‘ MAE H

200 200 0.996
200 100 0.955
100 200 1.074
100 100 1.150

Resultaten i ovanstaende tabell visar att MAE kan ytterligare minskas om antalet
noder dndras. Det framgar att det &r optimalt att ha 200 och 100 noder pa forsta
respektive andra lagret. Det ger ett MAE pa 0.955kWh. Dessa vérden stélls in for
vidare optimering.

Efter att antalet LSTM-lager och antalet noder i varje lager dr bestdmd, sa finns
det ett ytterligare parameter som ocksa spelar roll ndr modellen bilds. Det ar
namligen antalet epoker. Det valdes 100,200 och 400 epoker for testet, vilket blir 3
omgangar totalt att testa och utvérdera. Tabell nedan visar resultaten fran
testet

Tabell 4.3: Resultat pa prediktionsfelet for modellen tranad med olika antal epoker

H Antalet epoker ‘ MAE H

100 1.102
200 1.021
400 0.955

Av ovanstaende tabell framgar det att om det anvénds 100 epoker blir MAE
1.102kWh och ju fler epoker det anvands desto mindre blir MAE. Det verkar som
att bista véirdet for antalet epoker &dr 400 eftersom da observeras det lidgsta vérdet
for MAE vilket ar onskevéirt. MAE hade formodligen minskat ifall det hade
anvénts fler epoker &n 400 men pa grund av att tiden for att trana nétverket okar
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kraftigt ndr antalet epoker &r for stort valdes det att inte 6verstiga 400 epoker
utan det bedomdes att vara tillrdckligt bra.

Instéllningar for nétverksparametrar valdes utifran tidigare resonemangen i den
hér sektioner. Det visade sig att nétverket presterar bra med féljande instéllningar

som visas i tabell nedan

Tabell 4.4: Resultat pa optimala parametrar for nitverket

H Parameter ‘ varde ‘

Antalet LSTM-lager 2
Antalet noder i lager 1 | 200
Antalet noder i lager 2 | 100

Antalet epoker 400

Med det, kan arbetet ga vidare for att undersoka hur ldnge data ar lamplig att
anvinda for att predikteringen ska vara tillrdcklig bra.

4.2 Datastorlek

Solen spelar en viktig roll i energin som fas fran solcellspanelerna. Dérfor ar det
viktigt att forsta hur solen beter sig gentemot panelerna for att kunna basera
prediktringen pa det. Det som gor predikteringen komplicerad &r att solens upp-
och nedgang skiljer sig mellan olika arstider vilket medfor till att det blir stora
variationer nédr en stor méngd av data undersoks. Skillnaden ar pataglig mellan
sommar och vinter. Darfor delas resultaten i olika sektioner beroende pa
traningsdata som anvinds vid tréning av natverket.

Som tidigare indikerat, data som anvénds for tréning skiljer sig i form av hur linge
data som behovs for att prediktionen ska vara acceptabel. Det anvinds data fran
lar, 6manader och 3manader bakat i tiden ridknat fran 01/3-2021.
Valideringsdatan &r fast for att kunna ha en referenspunkt nér modellerna jamfors.
Denna data géller for validering av samtliga modeller och ligger mellan 10/4-2021
och 13/4-2021.
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4.2.1 Traning med lars data

Figur visar resultatet av predikteringen med hjélp av en modell som &r trénad
pa lars data.

Forecast with Updates
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—— Predicted
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=
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©
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Figur 4.1: Predikterad(rod) solenergiproduktion med en modell trénad pa lars data

Modellen anvénder sig av en 24timmars period bakat i tiden som input for att ge
prediktering for en timme framat i en period av 72timmar. Som det framgar i
figuren sa har predikteringen ganska god noggranhet samt att den foljer
observerade kurvan dven dar energin dr som hogst, dvs pa topparna. Dock nagra
storre fel finns pa vissa stéllen, till exempel mellan 60 och 70 timmar. Dér ser
observerade kurvan att fluktuera mycket vilket gor att modellen har ganska svart
att prediktera alla variationer som sker med korta intervall.

I borjan av kurvan visar den predikterade kurvan en ganska stor fel. Det dr ganska
oklart vad som orsakar felet da det finns inga negativa viarden i datan dar
modellen har trénats pa. Men efter ungefir 6 timmar felet minskas och det
predikterade kurvan foljer verkliga kurvan. Sedan vid nésta dag som borjar efter
24 timmar sa &r prediktionen bra och visar inga stora fel i atminstone i bérjan av
dagen. Samma géller for dag 3 som borjar efter 48 timmar. Sedan &r det relativt
latt att ligga maérke till energiproduktionen for de 3 dagarna nér det dr som hogst.
Det ser ut att samtliga 3 dagar féljer samma trend men det kdnns att det &r en
extern faktor som har paverkat produktionen. Pa forsta dagen &r produktionen
mer jamt och haller langre. Pa dag 2 nar kurvan topproduktion men haller sig
under kortare tid. Sedan pa 3 ser kurvan olika ut jamfoért med de andra,
produktionen varierar mycket med korta intervall samtidigt som det haller lingre.
Variationen beror troligtvis pa hur viadret hade varit.
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4.2.2 Traning med 6manaders data

I den héar sektionen anvands en modell som tranades med data fran 6
sammanhéngande manader bakat i tiden. Figur |4.2] visar resultatet av
predikteringen.

Forecast with Updates

Observed

/) —— Predicted

Solar energy produktion[kWh]
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Time[h]

Figur 4.2: Predikterad(rod) solenergiproduktion med en modell trénad pa 6manaders
data

Modellen ser ut att ge mindre bra resultat jamfért med modellen som har tranats
pa lars data. Predikterings kurvan verkar félja samma trend som den observerade
kurvan men det har storre fel speciellt i de forsta 24 timmarna. Liksom
prediktering med lars trédningsdata sa finns det ett ganska stor fel i borjan av
predikteringen men det jamnar ut sig ju vidare det gar. Vidare, verkar kurvan vara
logisk da den foljer solens upp- och nedgang. Det ser ut att felet i borjan av
predikteringen har halverats jamfort med modellen med lars data men da ckas
felet mellan ungefiar 10-20 timmar. Sedan mot slutet forekommer det samma
problem som foregaende modell dar predikteringen har svart att hinna med. Héar
ar det ganska svart att se ifall predikteringsformagan har forsdmrats jamfort med
foregaende modell. Overlag ser det ut att predikteringen foljer samma trend men
med nagot storre fel jamfort med lars modellen.
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4.2.3 Traning med 3manaders data
Figur [4.3] visar predikteringen for en modell som é&r trinad med 3manaders data.
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Figur 4.3: Predikterad(réd) solenergiproduktion med en modell trénad pa 3manaders
data

I borjan av predikteringen ser det ut att liknande fenomen med stor fel liksom
modeller med lar- och 6manaders traningsdata férekommer aterigen. Dock
modellens férmaga att prediktera stora toppar har forsdmrats avsevirt jamfort
med féregaende modellerna. Det kan observeras runt timme 40 och &ven runt
timme 65. Det kan dven det observeras att modellen har svart med att prediktera
snabba variationer som férekommer mellan timme 60 till 65 och det &r ingen nyhet
da samma problem uppstod dven nér modellen tranades med mer data. Jamfort
med modellerna som presenterades i 4.2.1 och 4.2.2 sa har den hir modellen lite
instabil prediktionsférmaga da det visar fel &ven dér produktionen dr 0. Detta kan
observeras mellan ungefir timme 45-55. Fortséttningsvis, kan tva antaganden
goras ndr modellen jamfors med 6vriga modellerna, antingen data saknas och
modellen har trénats med for lite data eller det kan hédnda att den data som har
hamtats géller for vintermanad dir da produktionen &dr som ldgst och det blir svart
for modellen att prediktera solproduktionen for en vanlig vardag.
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4.3 Jamforelse

Tabell nedan visar utvardering av predikteringens resultatet med hjélp av
metoder i 2.3 for samtliga 3 modeller som presenterades i avsnitt 4.2.

Tabell 4.5: Jamforelse mellan 3 modeller med olika storlek pa triningsdata

H Modell | MAE [ RMSE [ (R?) |

Modell med 1lars tréaningsdata 0.998 | 1.605 | 0.765
Modell med 6manaders traningsdata | 1.133 | 1.767 | 0.715
Modell med 3manaders traningsdata | 1.339 | 2.365 | 0.490
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Figur 4.4: Ladagram av predikteringsfel for respektive modell

Det framgar av tabell 4.5 ovan att modellen som trénades med lars data har det
minsta felet jamfort med 6vriga tva modeller darav béasta formagan att prediktera
producerad energi fran solcellerna. Modellen visar ett MAE pa 0.998 kWh och ett
RMSE pa 1.605 kWh. Aven korreltationen ser lovande ut och det visar pa att det
finns en ganska bra korrelation mellan prediktion och verkliga vérden. Det finns

namligen en korrelation pa ca 77%. Detta dr inte jamforbart med korrelationen pa
49% for modell med 3manaders traningsdata. Figur visar hur predikteringsfelet
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ar spred runt medianen som &ar 0 for samtliga 3 modeller. Det framgar dven hér att
modell med lar tréningsdata har minsta utbredningen vilket bekréftar
ovanndmnda resultatet. Dock finns det nagra avvikelse men det &r inget som har
stor paverkan. Vidare, har modell 6man ganska lagom utbredning runt medianen
jamfort med modell 1ar. Daremot modell 3man har mycket bredare utbredning.
De flesta varden ligger under median vardet som &r 0 vilket tyder pa att de flesta
predikterade vérden ligger under verkliga virden. Detta kan observeras i figur [4.3]

4.4 Analys

Genom att folja alla steg i projektet kunde 3 modeller for kortsiktig prediktering
av solenergiproduktion skapas. Sedan visade det sig att bésta modell fas genom att
trana néatverket med lar historisk data.

I arbetet undersoktes forutom att hur ska NN vara uppbyggd, hur storleken pa
traningsdata paverkar resultatet. Datastorlek som undersoktes var lar, 6manader
och 3manader. Det skulle hade varit mojligt att testa att tridna en modell med 1
manads data bakat i tiden men pa grund av nedsatt predikteringsférmaga pa
modell med 3manaders data sa valdes det att utesluta denna maojlighet. Daremot
visade det sig att modellen med lar traningsdata har formagan att prediktera bra i
denna tillimpning. Dock finns det stdllen dar modellen har svart att prestera bra
speciellt vid snabba variationer. Detta &dr troligtvis ett problem som sker pa grund
av den upplosningen som valdes for datan. Hogre upplosning dn 1h hade troligen
kunnat prediktera dessa snabba variationerna.
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Kapitel 5

Slutsats

5.1 Slutsats

Det har varit mojligt att skapa en modell for solenergiprediktering med hjélp av
LSTM neuralt nétverk. Detta gjordes genom att definiera och forma
LSTM-nétverket samt dndra storlek pa traningsdatan for traning av nétverket.

I resultatet undersoktes mojligheten att anvdnda mindre data &n lar for att skapa
modellen men det visade sig att modellens férmaga att prediktera forsamras ifall
mindre data anvinds. Det som utmérker LSTM neural nétverk ar att det krévs en
ganska stor méangd data speciellt néir det handlar om solenergiprediktering da vet
man dven sedan innan att det finns en pataglig skillnad mellan olika tider i datan.
Detta kan en ytteligare faktor att ha i atanke. Det betyder i sin tur att mer data
hade troligen gett upphov till &nnu battre prediktering.

Vidare, nér det géller utvardering av modellens formaga for prediktering sa ér det
ganska svart att sdga hur bra modellen ar. For det géller vart det ska tillimpas.
Modellen kan anvéndas for att ge indikation pa kommande energiproduktionen.
Nagra utmaningar som fanns under arbetet var att logga data, att behandla/
bearbeta data, samt att bekréifta loggad data fran FerroAmp portalen stdmmer
overens med verklig data.

Att logga data var véldigt tidskridvande och behévdes att goras med ytterst
noggrannhet eftersom det fanns ingen mojlighet att hamta data for en ldngre
tidsperiod &n en manad med 6nskad samplingstid och d&ven denna innehall ibland
saknade vérden vilket 16stes genom att anvinda medelvardeimputation.

Vidare, fanns det vissa begrénsningar nér det géller att bekréfta att loggad data
stammer 6verens med verkligheten. Det dr pa grund av att det inte fanns nagon
utrustning for att se vaderdata pa plats. For detta, valdes stéllen i datan dar det
sag tveksamt ut, till exempel mellan ca 7800h till 8000h i figur sektion 3.2.
Sedan jamfordes dessa viarden med data pa hur ldnge solen sken under en specifik
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5.2. FORSLAG PA FORTSATT ARBETE KAPITEL 5. SLUTSATS

timme inhdmtad fran SMHIs véiderstation som ligger ca 5 km fran fastigheten. Det
ar inte optimalt att SMHIs vaderstation ligger sa langt men det gav ganska bra
indikation pa hur de inhdmtade solenergivirden fran huset ska se ut.
Avslutningsvis ar det ar viktigt att kénna till att modellen som skapades géller
enbart for detta specifika &ndamal da datan som anvinds for modellskapandet
tillhor ett flerbostadshus med begriansad produktionskapacitet.

5.2 Forslag pa fortsatt arbete

Detta projekt fokuserades pa data enbart fran kraftelektroniska komponenter, men
man skulle kunna anvénda véderdata i kombination med det for att forbattra
predikteringen. Anledningen till det ar att solenergiproduktion ar mycket
vaderberoende och predikteringen skulle kunna forbéttras ifall information om
olika véderparametrar finns tillgingligt. Ett annat omrade dér det finns mojlighet
till utveckling ar att samla data med hogre upplosning for att undersoka svarstiden
pa predikteringen for snabba variationer.
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Bilaga A

A.1 Fordelning av data

%% Split the data for train and test

%% Training 1year,6month,3month and testing 4days
data_Train = data(:,1:8760); Y%train datasize
data_Test = data(:,9674:end); Y%test datasize

A.2 Normalisering av data

%% Normalization of train and test data,

data_min=min(data ,[] ,2); %minimum value of the dataset
data_max=max(data ,[] ,2); Zmarimum value of the dataset
data_TrainNormalized = (data_Train—data_min)./(data_max—data_min);

data_TestNormalized = (data_Test—data_min)./(data_max—data_min );
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A.3. FORBEREDA IN- OCH UTGANGSVARIABEL BILAGA A.

A.3 Forbereda in- och utgangsvariabel

%% To supervise the train data

XTrain=[];

for i=1:24
if i<=24 %using last 24hour

XTrain(i,:)=data_TrainNormalized (1,i:end—25+i);

end

end

YTrain=[];

for i=1 %to get 1hour ahead

YTrain(i,:) = data_TrainNormalized(1,24+1i:end+i —1);
end

A.4 Definiera samt trana nitverket

%% To define the LSTM net architecture

numFeatures = size (XTrain,1); %feature
numResponses = size(YTrain,1); %reponse

J%number of nodes in each hidden layer
numHiddenUnitsl = 200;
numHiddenUnits2 = 100;

layers = [ ... %layer definition
sequencelnputLayer (numFeatures) %input layer
IstmLayer (numHiddenUnits1) FLSTM layer
eluLayer %activation function

IstmLayer (numHiddenUnits2)
eluLayer

fullyConnectedLayer (numResponses)

regressionLayer] Y%output layer
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A.5. PREDIKTERA BILAGA A.

%% The training options and to train and save the mnet

options = trainingOptions(’adam’, ... Zoptimization
"MaxEpochs’ ,400, ... Y%number of epochs
"GradientThreshold " ,1,
"InitialLearnRate’ ,0.005, ... Z%learningrate
"LearnRateSchedule’ , "piecewise ’,

"LearnRateDropPeriod ’ ,100,
"LearnRateDropFactor’ ,0.02,

"Verbose’ ,0,

"Plots’, "training —progress ' );
net = trainNetwork (XTrain,YTrain,layers ,options);
save( 'model.0.mat’, 'net’);

A.5 Prediktera

XTest =[];
for i=1:24
if i<=24
XTest(i,:)=data_TestNormalized (1,i:end—25+1i );
end
end

YTest = data_Test(1,25:end);
%% To test the data with updataing the model
net = resetState (net);
net = predictAndUpdateState (net , XTrain);
YPred_data = [];
numTimeStepsTest = numel (XTest (1,:));
for i = l:numTimeStepsTest
[net ,YPred.data(:,i)] =
predictAndUpdateState (net ,XTest (:,1), ExecutionEnvironment’, ’cpu’);

end

YPred=YPred_data (1 ,:);
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