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Förord

För den värdefulla korrektursläsningen och de lärorika åsikterna vill vi tacka vår hand-

ledare Stefan Alfredsson, universitetslektor i datavetenskap på Karlstads Universitet. Vi

vill även tacka vår handlare Joakim Thörne, IT-konsult på Afry samt företaget Afry, för

all vägledning och möjlighet att utveckla projektet hos dem.

i



ii FÖRORD



Sammanfattning

Maskininlärning är ett ämne som växer allt mer och används inom fler områden. Fler

företag vill utnyttja detta för att kunna förbättra sina försäljningsmodeller. Målet med

projektet var att ta fram ett prognosverktyg då det skulle kunna resultera i en möjlig ökad

vinst för kunden. Prognostiseringen sker på datapunkten Amount med hjälp av de två

maskininlärningsmodellerna random decision tree samt recurrent neural network. Ran-

dom decision tree modellen prognostiserar enbart datapunkten medan recurrent neural

network modellen prognostiserar med hänsyn till datapunkten L.

Dataunderlaget undersöktes med analysmodellen exploratory data analysis för att

undersöka samband, hitta avvikelser och utse datapunkter, för att sedan användas i

maskininlärningsmodellerna. Resultatet av arbetet är att de båda modellerna uppnår ett

medelfel för prognostiseringen som är inom uppdragsgivarens acceptabla gränser.
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Abstract

Machine learning is a topic that is being used in more areas. More companies want

to take advantage of this to be able to improve their sales models. The aim of the

project was to develop a forecasting tool as this could result in a possible increased

profit for the customer. Forecasting takes place at the Amount data point using the

two machine learning models random decision tree and recurrent neural network. The

random decision tree model only predicts the data point while the recurrent neural

network model predicts the data point with the account of L.

The data was investigated with the exploratory data analysis model to investigate

relationships, find anomalies and designate data points, and then be used in the machine

learning models. The result of the work is that the two models achieve an average error

for forecasting that is within the client’s acceptable limits.
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Kapitel 1

Introduktion

I detta kapitel ges en överblick av ämnet maskininlärning och varför ämnet är relevant

för kunden. I kapitlet beskrivs arbetets syfte och mål, utvecklingssättet som använts för

att framställa projektet samt företaget Afry som arbetet utförts hos.

1.1 Överblick

Maskininlärning växer runt om i världen och implementeras som företagsmodeller i syf-

te att öka produktionseffektivitet, automatisera tjänster och effektivisera samt reducera

kostnader. Automatisering av tjänster är väl diskuterat och har en kontroversiell aspekt

som trycker på dess etiska inverkan på människans jobb. Tjänsterna resulterar i en ned-

skärning av fysiska jobb med fokus på att låta datorer göra arbetet. Nedskärningen kan

dock leda till nya tjänster och verksamhetsmöjligheter kretsande kring automationen [1].

En implementation av maskininlärning behöver inte bara innebära en automatisering

utan kan även användas som hjälpmedel till industrin. Detta är en tydlig trend bland

aktörer och företag då området expanderar och testkörs i en omfattande del av olika

arbetssektorer [2]. I dagsläget stöter vi på algoritmerna implementerade i system utan

att lägga en värdering i applikationen som utnyttjar dem. Applikationer som Apple’s

1



2 KAPITEL 1. INTRODUKTION

assistent “Siri” blir lärd utifrån dess respons och hur användare reagerar på svar [3].

Dessa datainsamlingar finns även på företag som vill förbättra en försäljningsmodell

vilket kanske inte anses lika uppenbart för användaren som en röststyrd responsutveck-

ling [4].

Kunden i detta projekt ville förbättra sin försäljningsmodell genom att använda

prognostisering istället för manuellt arbete. Målet var att en utvald datapunkt skulle

prognostiseras. Då det finns ett sekretessavtal (NDA) mellan kund och företag behöver

informationen som framgår i rapporten vara vag och känsliga uppgifter utelämnas.

Datan beskriven är därmed inte verklig data.

1.2 Syfte och mål

Målet med projektet var att datapunkten Amount skulle prognostiseras genom maski-

ninlärning med en acceptabel feldifferens. En stor del av arbetet innebar att datan skulle

granskas och lämpliga datapunkter skulle väljas för maskininlärningsmodellerna. Två

typer av maskininlärning skulle väljas beroende på de valda datapunkterna. Modellerna

tränades på datan och valideras därefter så en accepterad felmarginal gavs. Modellerna

skulle kunna förutspå sannolikheten för framtida fall på vald datapunkt. Examensarbete

var intressant för kunden då prognosen kunde innebära förbättrad verksamheten och

även en nedskärning på onödigt manuellt arbete och kostnader. Projektet skulle öka

vinst och sänka belastning på företaget, miljö med mera. För författarna är maskinin-

lärning intressant och projektet gav en bra inblick i ämnet, då det kan vara ett möjlig

arbetsområde i framtiden.
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1.3 Utvecklingsmetod

För projektet följdes ingen utvecklingsmetod strikt men processen skedde med Agila

inslag i början men övergick sedan till vattenfallsmodellen. Med inspiration från Scrums

“Daily stand up meetings” hölls i början ett kort morgonmöte varje dag med avstämning

vad som gjorts under gårdagen samt vad målet att åstadkomma under dagen är. När

problem uppstod användes vid vissa tillfällen parprogrammering som ett verktyg för

att hitta lösningen men utöver det så skedde programmeringen individuellt. Ingen mer

Agil metod användes utan projektet utvecklades sedan vidare enligt vattenfallsmodellen.

Metoden bestämdes aldrig innan utan var något som utvecklades fram under projektets

gång. Uppdragsgivaren gav i början av projektet en möjlig tillvägagångsbeskrivning för

att nå slutresultatet. Dessa steg har varit delmål som projektet sedan linjärt utvecklats

efter.

1.4 Afry

Företaget Afry [5] arbetar inom de tre sektorerna energi, industri samt infrastruktur. Det

består av divisionerna Process Industries, Infrastructure, Industrial & Digital Solutions,

Management Consulting och Energy. Företaget har affärsidén att skapa hållbara teknik-

och designlösningar och har cirka 17 000 anställda. Företaget har kontor i mer än 50

länder [6]. Joakim Thörne är anställd IT-konsult hos Afry och handledde projektet.

Disposition

I kapitel 2 ges den bakgrundsinformation som krävs för projektet. Kapitlet introducerar

ämnet maskininlärning och de valda modellerna random decision forest samt recurrent

neural network som sedan ska användas för prognostiseringen. Därefter beskrivs den

valda analysmodellen exploratory data analysis. Kapitel 3 beskriver den utvecklingsmil-
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jön projektet är skapad i. Designen av projektet beskrivs med steg från exploratory data

analysis. Efter att datan blev analyserad och preparerad skedde implementationen av de

två maskininlärningsmodellerna, vilket beskrivs i kapitel 4. En validation av modellerna

ges därefter. Resultatet av modellerna diskuteras i kapitel 5. Slutligen i kapitel 6 ges en

sammanfattning av projketet.



Kapitel 2

Bakgrund

I detta kapitel beskrivs maskininlärning och varför ämnet är relevant. De två grenarna

av maskininlärning, väglett och icke-väglett lärande, beskrivs därefter, med de två val-

da modellerna random decision forests och recurrent neural network. Vidare beskrivs

den valda analysmodellen exploratory data analysis och programmeringsspråket Python

med använda bibliotek.

2.1 Maskininlärning

Maskininlärning [7] är ett sätt att lära maskiner att identifiera och lösa uppgifter genom

att tolka data. I traditionell programmering implementeras koden utformad efter data

som erhållits. I maskininlärning behövs ingen specifik programmering utan uppgifter

utförs utifrån datan.

Maskininlärning kan delas in i väglett lärande och icke-väglett lärande. De olika

typerna av lärande har olika algoritmer (se figur 2.3). Algoritmerna passar bra till olika

ändamål. Tillhandahållen rätt typ av data passande för modellen ska datamängden ana-

lyseras och mönster upptäckas. Slutligen sker en utvärdering för att modellen ska ge ett

resultat. Resultatet kan vara allt från en sannolikhet för ett visst utfall, till att förutse ett

5
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satt mål [8].

Figur 2.1: Väglett samt icke-väglett lärande

Modellen ges en testmängd att träna på så den har en bas att stå på. Sedan används en

validationsmängd som modellen utvärderas med. Det resultat som modellen genererar

jämförs med validationsmängdens verkliga resultat [9].

Om modellen är “overfitted” (övertränad) lägger den för mycket vikt vid datapunkter

med låg betydelse för en generell beskrivning och presterar bra mot testmängden och

validationsmängden men presterar dåligt mot verkligheten. Ett sådant fall kan vara att

modellen som tränas har med variabler som endast är relevanta för nuvarande data-

mängd och inte framtida scenarion. Till exempel att bestämma en framtida väderlek

utifrån endast ett intervall över vintern skulle med stor sannolikhet föreslå snö under
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sommaren. Modellen kan även bli “underfitted” (undertränad). Detta kan bero på att

modellen har lagt mycket vikt på datapunkter med låg betydelse eller att för lite data

finns för utvärderingen [10]. Ett exempel på underträning kan vara att modellen som

ska förutspå väderleken inte får in temperaturen och kan inte förutspå temperaturen

utifrån den givna datan.

Detta projekt använder på två modeller, en random decision forest modell samt en

modell av recurrent neural network (se stycke 2.2.1 respektive 2.3.1). I projektet används

enbart väglett lärande, men då det är en viktig del av maskininlärning samt att neurala

nätverk förekommer inom båda typerna, så anser författarna att icke-väglett lärande är

en viktig del för förståelsen av ämnet.

2.1.1 Utsikt för maskininlärning

När maskininlärning först introducerades var det endast i teorin och det tog decennier

innan det blev verklighet. Matematiska koncept stod till underlag för de teorier som

togs fram och några av de underliggande analys och statistikmetoder kan dateras till

tidigt 1900 tal [11]. Men även då teorin bakom konceptet fanns och implementationen

var teoretiskt möjlig var lagringsmöjligheten begränsad och kapaciteten räckte inte till.

Datalagring har till en början varit selektiv, specifik data lagrades för att inte överbe-

lasta med då ansedd överflödig information. Idag är begränsningen näst intill borta och

aktörer lagrar all data som producerats. Detta på grund av sjunkande priser och ökad

hårdvaruprestanda samt förbättrade mjukvarulösningar för lagring. Lagrad data som är

byggstenen för en välfungerande maskininlärningsmodell är inte ett problem längre, en

estimerad siffra av lagrad data världen över är satt till 175 Zettabyte år 2025 [12]. Utöver

hårdvaruförbättringarna samt mjukvarulösningar har en resursökning av forskning och

kapital drivit området framåt [2].
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2.1.2 Väglett lärande (supervised learning)

Vid väglett lärande [13] matchas inmatningsvariablerna (x) ihop med de motsvarande

utmatningsvariablerna (Y) så att Y = f(x). Modellens mål är att denna förening ska ske

korrekt så när ny inmatningsdata (x) ges, kan modellen förutspå utmatningsdatan (Y).

När modellen tränas ges den data iterativt från träningsdatan och bedöms om det är rätt

eller fel. När modellen kan producera en acceptabel nivå av korrekta prognostiseringar

är den färdigtränad. Väglett lärande kan kategoriseras i följande två klasser:

Classification - Utmatningsvariabeln (Y) kan kategoriseras, exempelvis färger

Regression - Utmatningsvariabeln (Y) är ett numeriskt värde, exempelvis antal

Väglett lärande är användbart vid komplexa problem med mycket data [14]. I projketet

kommer en modell av random decision forest samt recurrent neural network utvecklas

(se stycke 2.2.1 respektive 2.3.1), vilket är modeller av typen väglett lärande.

2.1.3 Icke-väglett lärande (unsupervised learning)

Vid icke-väglett lärande [13] har inmatningsvariabeln (x) ingen motsvarande utmat-

ningsvariabel (Y), utan modellen lär som om den underliggande strukturen hos inmat-

ningsdatan för att kunna tränas. Den främsta klassen är clustering, som används

för att upptäcka grupperingar inom datan. Grupperingen kan exempelvis innebära att

kunder grupperas beroende på vad de köper.

2.1.4 Mean absolute error

Mean absolute error (mae) [15] används som indikator till kriteriet satt för att modellen

ska klassas som godkänd och kommer utvärderas i resultat (se figur 2.2). Modellens

genererade värde jämförs med de riktiga värdena genom att ta fram ett medelvärde av

alla värden och jämföra differensen mellan dem. Ett så litet värde som möjligt är önskat
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Figur 2.2: Mean absolute error

som utfall, ett lågt mae-värde innebär en liten skillnad mellan riktiga och genererade

värden.

2.2 Decision Tree model

Decision tree (Beslutsträd) [16] modeller bygger generellt sett på att prognostisera ett

värde beroende på de olika datapunkter i datamängden. Varje datapunkt utvärderas och

ett hierarkiskt träd av frågor byggs upp, det kan typiskt sett se ut som i figur 2.3. Utfallet

av modellen baseras på de val som görs av trädet. För att uppnå bästa resultat med

modellen finns det vissa nyckelkoncept att följa. För att skapa modellen används två

steg kallade “Induction”, där modellen får data att träna på och ett träd byggs upp, samt

“Pruning”, där onödiga delar tas bort från trädet.

När en modell av typen beslutsträd tränas har de en benägenhet för att bli överträ-

nade. För att motverka över- och underträning används pruning fasen. Utgreningar som

inte tillför nog med information utifrån deras komplexitet, samt utgreningar som blivit

beroende av testmängden och inte anspelar på verkliga scenarion tas bort från trädet.
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Detta gör att modellen ska ge ett bättre resultat samt att komplexiteten minskar [16].

Figur 2.3: Beslutsträd

2.2.1 Random decision forest

Random decision forest [17] är en maskininlärningsmodell som implementeras i pro-

jektet (se figur 2.4). Denna modell är ett utökat beslutsträd och inför en ny metod för

att utvärdera datan. Istället för att ha ett enda beslutsträd utifrån de givna dataattribut

så kombineras dessa attribut med alla möjliga kombinationer som går att erhålla och ett

antal träd monteras, hur många träd som ska användas är en frågeställning för modellen.

Denna metod att utöka antalet träd kallas “bagging” (bootstrap aggregating) och är

den metod som random decision forest modellen bygger på. Att fler monterade träd

alltid skulle vara bättre har inte bevisats, utan en övre gräns med endast marginell

förbättring finns [18]. När träden är monterade körs testdatan genom träden och en

majoritetsröstning sker på varje fråga. Alla träds resultat utvärderas och det svar som

valts för frågan utifrån majoritetsröstningen är det som resultat som modellen fastställer.
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Figur 2.4: Random decision forest modell

2.3 Neural networks

Neural Networks (Neurala nätverk) [19] är algoritmer som ska efterlikna den mänskliga

hjärnan, vilket typiskt sett kan se ut som i figur 2.5. Målet för modellerna är att de ska

upptäcka och känna igen mönster i numerisk data. Neurala nätverk finns i de båda kate-

gorierna väglett och icke-väglett lärande. I projektet används en neural nätverksmodell

enligt väglett lärande kallad recurrent neural network (se stycke 2.3.1).

Modellen ges data att tränas och optimeras på, vilket sker genom att vikter på

kanterna mellan noder uppdateras tills att modellen matchar ihop indata med utdata på

ett så korrekt sätt som möjligt. Träningen av modellen sker på ett iterativt sätt, och för

varje iteration kan en uppdatering av vikterna på kanterna mellan noderna uppdateras

beroende på om det är bra eller dåliga. Uppdateringen resulterar i att modellen blir bättre

[20].
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Figur 2.5: Neuralt nätverk

2.3.1 Recurrent neural network

Recurrent neural network [21] är ett neuralt nätverk, alltså ett nätverk bestående av

noder, där det tidigare stegets utdata används som en del av indatan till steget som

kommer efter. Recurrent neural network kategoriseras som långt korttidsminne eftersom

noderna har ett minne av alla tidigare beräkningar. Modellen består av tre lager (se

figur 2.6).

Det första lagret är ett input layer, följandes av hidden layers, och slutligen ett

output layer. I input layer ges indatan för att beräkna ett tillstånd. I hidden layers
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Figur 2.6: Recurrent neural network modell

är modellens minne, då information om sekvenser sparas och gör att beslut tas från

vad modellen lärt sig. Samma parametrar används som indata för varje tillstånd, vilket

resulterar i att komplexiteten minskar. Varje utdata används som indata till nästa hidden

layers. För att träna modellen ges indata till input layer. Nuvarande tillstånd ht beräknas

med det nuvarande tillståndet ht samt tidigare tillstånd ht-1. Det nuvarande tillståndet

blir ht-1 för nästa tillstånd. Detta sker rekursivt och olika antal gånger beroende på

problemet. Slutligen beräknas resultatet med det sista nuvarande tillståndet ht i output

layer. Utdatan jämförs med den verkliga utdatan och modellen är klar.
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2.4 Exploratory data analysis

Exploratory data analysis (EDA) [22] är en analysmodell med målet att upptäcka möns-

ter i datan och få svar på frågor som exempelvis “Finns det extremvärden som påverkar

resultatet?” eller “Hur ser grafen över datan ut?”. Vid användning av EDA kan bland

annat risken för oupptäckta misstag minska samt det kan även underlätta för att se

samband mellan olika variabler. EDA har under projektets utveckling visat sig vara

ett väsentligt första steg för att att förstå sig på och lägga en grund till datanalys och

inhämtning av data. Principen för EDA är en metod för att få bättre förståelse för datan

genom en detaljerad granskning av datamängden. Det finns ett antal EDA modeller för

olika ändamål. Den metod som används i detta projekt är en vanlig modell som följer

en femstegsanalys [23].

2.5 Python

Python [24] är programmeringsspråket som används för implementation av projektet.

Det är ett högnivå objektorienterat språk som stöder dynamisk typning. I projektet

används version 3.

Python är för tillfället det näst populäraste programmeringsspråket bland använ-

darna på mjukvaruutvecklingsplatformen GitHub [25]. Python används till stor del för

maskininlärning då språket har ett flertal bibliotek för detta syfte. Biblioteken har funk-

tioner för att analysera och manipulera data samt modeller för att prognostisera. Inom

ämnet maskininlärning var över hälften av de publika projekten på GitHub utveckla-

de med Python-biblioteket Numpy, och många av dem var även implementerade med

Scikit-learn, TensorFlow samt Scipy.
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2.5.1 Pandas

Pandas [26] är ett bibliotek för Python, vilket är ett verktyg för att analysera samt

manipulera data. Processering och analys av data sker ofta i de fem stegen laddning

av data, förberedelse, manipulering, modellering samt analys av datan och alla dessa

steg kan utföras med Pandas. Detta sker med hjälp av bibliotektets tre datastrukturer

Series som är endimensionella, DataFrame som är tvådimensionella, och Panel som

är tredimensionella. DataFrames används främst i detta projekt då det representerar

tabeller [27].

2.5.2 Numpy

Ett Python-bibliotek [28] för genomförande av datanalys och databehandling, bibliote-

ket inkluderar koncept som flerdimensionella arrayer, linjär algebra med mera. Verkty-

get integrerar med Pandas samt är ett av de bibliotek som Pandas bygger på vilket gör

biblioteket till ett måste för maskininlärningsprojektet.

2.5.3 Seaborn

Seaborn [29] är ett bibliotek för Python som används för visualisering av data. Bib-

lioteket möjliggör ett gränssnitt för skapandet av informativa grafer för användaren.

Biblioteket används till att visualisera samband i datan.

2.5.4 Scikit-learn

Scikit-learn [30] är ett bibliotek för maskininlärning till Python. Scikit-learn är baserat

på biblioteken Numpy, SciPy, samt matplotlib. Biblioteket används bland annat för att

normalisera datan samt extraktrahera attribut.
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2.5.5 Tensorflow

Tensorflow [31] är ett maskininlärningsbibliotek, för att skapa och träna maskininlär-

ningsmodeller. Biblioteket är skapat av Google. I projketet används Tensorflow tillsam-

mans med Keras för utvecklandet av en RNN modell.

2.5.6 Keras

Keras [32] är ett applikationsprogrammeringsgränssnitt (API) i Python för neurala nät-

verk. Gränssnittet körs ovanpå Pythonbiblioteken TensorFlow. Biblioteket används för

att utveckla en maskininlärningsmodell av typen RNN.

2.5.7 Holidays

Holidays [14] är ett projekt skapat och delat via GitHub. Det är ett bibliotek till Python

där det är möjligt med ett givet datum undersöka om det är en högtid och i sådana fall

vilken. Biblioteket har data för ett flertal länder, där Sverige ingår. De svenska högtider

som ingår i biblioteket är arbetsbefriade dagar i det svenska samhället samt söndagar.



Kapitel 3

Design

I detta kapitel beskrivs tillvägagångssättet för att utveckla designen av projektet. Ut-

vecklingsmiljön, som valet av texteditorn Jupyter och pakethanteraren Conda beskrivs.

Sedan ges en redovisning för vilka steg som har tagits med analysmodellen EDA för att

analysera och preparera datan inför att den ska användas som indata till maskininlär-

ningsmodellerna.

3.1 Utvecklingsmiljö

Datorer som gavs av uppdragsgivaren var två datorer med Windows 7 som operativ-

system. Senare under projektets gång när kraftigare beräkningar gjordes så gavs även

nyare datorer med mer prestanda innehållande operativsystemet Windows 10. De nya

datorerna hade ett internminne på 8 GB, processortypen Core i3, samt grafikprocessorn

Intel HD Graphics 620. Möjligheten till en ännu kraftfullare dator fanns vid behov, men

behöves aldrig. I de tilldelade datorna fanns Jupyter och Anaconda förinstallerat.

17
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3.1.1 Anaconda och Jupyter

Anaconda [33] är en plattform för programmeringsspråken Python och R till Linux,

Windows samt Mac OS. Anaconda använder pakethanteraren Conda för installation av

paket. “Package Installer for Python” (pip) är ett vanligt alternativ till Conda. Pip [34] är

en pakethanterare för att installera paket för Python. Anledningen till att Conda valdes

istället för pip är främst på grund av att Anaconda var förinstallerad samt att Jupyter

var tillagt i plattformen. Användaren tillhandahålls ett enkelt grafiskt gränssnitt som är

lätt att navigera. Med pip installeras paketen utan hänsyn till kompatibilitet mellan de

olika tidigare installerade paketen. Conda analyserar paketen före installation om det är

möjligt eller inte [35].

Texteditorn som användes för att skriva Pythonkoden var Jupyter då det är enkelt

att använda samt att det var installerat i Anaconda. Med Jupyter kan koden exekveras

blockvis vilket gör att datorns resurser inte utnyttjas i lika hög grad. Om en stor mängd

data ska läsas in behöver det endast ske en gång, och ny kod kan läggas till och exekveras

i ett nytt block men ändå interagera med den gamla koden. Resultatet av exekverad kod

visas nedanför ett block vilket gör att det kan vara enkelt att navigera i ett program.

3.2 Exploratory data analysis

Den data som erhölls består av ett flertal datapunkter vilket handledaren tror sig vara

nödvändig för projektet. Frågeställningen “Är all data nödvändig?” är det första steget i

analysen. Datan finns tillgänglig i AFRYs databassystem och tillhandahålls i en CSV-fil.

Tillgång till mer data finns vid behov.

På grund av att datan är sekretessbelagd kommer de figurer som presenteras före-

komma utan värden och namn.
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3.2.1 Få inblick i datan och förstå strukturen

Första steget är att kolla dess integritet och avgöra vilka datapunkter som är relevanta

och vilka samband som kan finnas. Datamängden lyfts in i arbetsminnet och sparas i

en tabell och kan därefter undersökas med Pandas-biblioteket. För att betrakta data-

mängden används funktionen df.info() (se listing 3.1). Alla namn utom Amount har

anonymiserats. Amount är den datapunkt där det önskas ett visst utfall.

<class ’pandas .core.frame.DataFrame ’>

RangeIndex : 2057 entries , 0 to 2056

Data columns ( total 14 columns ):

y code 2057 non -null object

y name 2057 non -null object

C 2057 non -null object

Epoch 2057 non -null object

Date 2057 non -null int64

month 2057 non -null object

O 2057 non -null int64

L 2057 non -null int64

S 2057 non -null object

Amount 2057 non -null float64

Key 2057 non -null object

dtypes : float64 (1) , int64 (5) , object (8)

memory usage : 225.1+ KB

Listing 3.1: Den givna datamängden

Alla datapunkter i mängden har non-null värden. Detta betyder att datamängden

är fullständig utifrån datapunkterna som finns tillgängliga och inget antagande om att

fylla kolumner med saknade värden behöver göras. Inga kolumner behöver uteslutas.
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Vidare förståelse för datans struktur kom från att granska datafilen och navigera runt

för att se samband och upptäcka struktur. Utifrån granskning av datan visade sig att

för unika värden på C så fanns inga samband. För att inte få modellen att utnyttja fel

data till beräkningar rensades all data som inte hade det godtyckliga värdet “1” och

datamängden minskades.

Datan är inte sorterad eller uppdelad utifrån dess tillhörigheter så en nyckelkolumn

tilldelas. Datan grupperas i tidsepoker utifrån datapunkterna y code och y name och

får en unik nyckel för varje epok. Detta krävs för att normalisera datan utifrån varje

epok och unika y-värden. Alla värden som finns i datapunkten Amount går från värdena

mellan 5000 till 100000 under varje unikt värde på Epoch. Detta innebär att varje värde

på Amount som ändras efter Epoch har olika start- och slutvärden och visualiseringen

av Amount hamnar på olika intervall.

För att få samma intervall för alla olika epoker så införs ett normaliserat värde på

attributet Amount. Detta värde omvandlar epokens intervall från intervallet

5000 - 100000 till intervallet 0 - 1. 0 motsvarar det lägsta värdet i Amount och 1

motsvarar det högsta. Då befinner sig varje värde i Amount beroende av Epoch på

samma intevall och de kan ställas upp mot varandra för att ge en klarare blick över

hur utvecklingen av Amount sker över olika epoker (se figur 3.1).

3.2.2 Visualisering, upptäcka samband

En funktion för normalisering av Amount för varje unik nyckel skapas med normalise-

ringsverktyget från scikit-learn. Funktionen tar in de unika nyckelvärdena och avgränsar

antalet datapunkter som ska ingå i varje normaliseringsprocess. Funktionen

sklearn.preprocessing.MinMaxScaler används sedan som skalar datan till normal-

formen 0 till 1. Datamängden fylls på i den nya kolumnen Norm med normaliserings-

värdena. Funktionalitet för grafisk presentation av datan implementeras. Datan har ett

samband och presenteras i en linjär grafmodell sns.lineplot() där dataplottningen
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Figur 3.1: Önskat samband Figur 3.2: Oförutsägbar data

sker efter varje unikt nyckelvärde för varje normaliserat värde.

Datan i figur 3.2 är inom ett annat intervall och följer inte det linjära samband som

önskats utan visar en viss inkonsekvens. Denna data är oförutsägbar då den inte har

något samband och diskuteras vidare i stycke 6.1.1. Det linjära samband som önskas

och är förutsägbart visar figur 3.1.

Med visualiseringen kunde även en mängd värden identifieras som otillräckliga då

det fanns för lite data för dessa nyckelvärden. Där nyckeln endast innehåller två data-

punkter kan inget samband för övriga punkter hittas och dessa utesluts från modellen.

Ett beslut om att endast utnyttja datapunkter som innehar ett minimalt antal värden för

varje epok bestäms för att kunna träna modellen utifrån ett “fullsatt” scenario. För att

behålla integriteten för dessa värden filtreras nyckelvärden efter punkter med minst 10

unika värden ut i en ny tabell.

3.2.3 Hitta och hantera avvikelser

Datan som grafiskt presenterats utifrån tidsepok visade avvikelser för samband över en

tvådagarsperiod men inte som en sammanställning över längre tid. Genom att plotta

datan med ett normaldistributionsverktyg från sns.df() över en lägre tid visades data-

punkten Amount ha en del avvikande värden.

För att avgöra om de faktiskt är specialfall eller har ett annat värde på Amount
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Figur 3.3: Grafiskt representerad avvikelse

beroende på epoken så undersöks datan utifrån förgående steg (se sidan 20).

Datapunkten Amount påverkas av Epoch. Vid röda dagar (se listing 3.2) påverkas

Epoch vilket gör att en kontroll över datan måste utföras. Ifall inte kontrollen skulle

ske skulle maskininlärningsmodellen få felaktig data att tränas på vilket skulle medföra

ett skevt resultat. Kontrollen görs med biblioteket holidays. Då endast högtiderna är av

intresse så har de dagar som är röda på grund av att de enbart är söndagar inte ingått i

datan för träning av modellen. En ny variabel Holidays skapades i datan. Varje datum

undersökes och då ett rött datum förekom i Epoch lades “1” in på indexet i kolumnen

Holidays. Det gäller följande dagar:

Nyårsdagen

Trettondedag jul

Långfredagen
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Påskdagen

Annandag påsk

Första maj

Kristi himmelsfärdsdag

Sveriges nationaldag

Pingstdagen

Midsommarafton

Midsommardagen

Alla helgons dag

Julafton

Juldagen

Annandag jul

Nyårsafton

Listing 3.2: Röda dagar

3.2.4 Välja rätt datapunkter

De datapunkter som valts för modellerna är de som är unika i datamängden (se listing

3.3). Exempelvis har datapunkten Key inte någon unikhet i sig utan är en kombination

av andra. Datapunkten Epoch är också en sammansättning och reflekterar inte något nytt

för datamängden. Date har valts som ger nog information för maskininlärningsmodel-

lerna. Ifall alla dessa datapunkter skulle inkluderas skulle modellerna ta onödiga beslut

och skapa redundans i sitt utförande samt vara mer mottagliga för att bli övertränade.

Påståendet kommer att undersökas och bekräftas senare i resultat och slutsats (se kapitel

5 respektive 6). Utöver de första valen av datapunkter som gjorts kommer en frågeställ-

ning angående vilka datapunkter som ska inkluderas samt exkluderas i modellerna. De

första datapunkterna som valdes för modellerna är följande:
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date

month

L

S

O

Amount

Holidays

Listing 3.3: Valda datapunkter till modellerna

Med Amount som målsättning för modellernas förutsägelse.

3.2.5 Extrahera data och skapa relevanta variabler

Dessa datapunkter samlas i två Pandas “dataframes”. En med datapunkterna som grans-

kas och en med målsättningsdatan. Verktyget Pandas gör detta enkelt med två rader kod

(se listing 3.4).

training_dataset = df[’date ’, ’month ’, ’L’, ’S’, ’O’, ’

Holidays ’]

training_dataset_key = df[’Amount ’]

Listing 3.4: Extraherad data till variabler

Efter separationen är analysen av datamängden färdig. En inblick i datan har getts, sam-

band har upptäckts och visualiserats, de funna avvikelserna har hanterats, datapunkterna

har valts och slutligen har de variabler modellerna behöver skapats. Datan är redo att

köras mot modellerna för att beräkna en prognos.
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3.3 Val av maskininlärningsmodeller

De valda maskininlärningsmodellerna är random decision tree och recurrent neural

network på grund av datan. Då det finns samband mellan inmatningsvariablerna och ut-

matningsvariablerna så anses datan vara av typen väglett lärande (se stycke 2.1.2). Datan

är numerisk och därför klassas den tillhörande kategorin regression. Modellerna random

decision tree och recurrent neural network från modelltyperna beslutsträd respektive

neurala nätverk valdes efter samråd med handledaren. Random decision tree modellen

ska endast prognostisera Amount och valdes på grund av att den anses vara robust mot

avvikelser och en obalanserad datamängd [36]. Handledaren på AFRY gav som rekom-

mendation att använda en recurrent neural network modell för att prognostisera Amount

med hänsyn till L. Modellen har minne (se stycke 2.2.1), vilket gör att den är passande

om datan är i serie och kan bero på värdet innan. I följande kapitel (se kapitel 4) beskrivs

tillvägagångssättet för att implementera de två valda maskininlärningsmodellerna.
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Kapitel 4

Implementation

I detta kapitel presenteras implementationen av de två modellerna random decision

forest samt recurrent neural network. En validation av resultatet ges därefter. Imple-

mentationerna av modellerna kan ses i bilaga A

4.1 Random decision forest implementation

Implementation för en random decision forest modell sker genom att importera

sklearn.ensemble.RandomForestClassifier. Resultatet kommer att sammanstäl-

las av funktionen sklearn.metrics.mean_absolute_error. Dessa metoder är asso-

cierade och implementeras via biblioteket scikit-learn. Datamängden som förberetts i

förgående steg, (se kapitel 3), kommer stå som grund till modellen. Dessa valda data-

punkter kan exkluderas om de anses vara onödiga och andra datapunkter kan inkluderas,

om resultatet inte är nära målsättningen och modellen producerar ett högt mae värde.

Modellen byggs upp utifrån tre steg.

Steg ett är separera målsättningsdatan i fyra olika datamängder. Separationen sker

med funktionen sklearn.model_selection.train_test_split och sparas i de fyra

variablerna training_dataset, training_dataset_key, validation_dataset,

27
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validation_dataset_key. Datapunkterna blir de uppdelade datatyperna för tränings-

mängden och validationsmängden. Delmängderna training_dataset och

validation_dataset är datan som ska utvärderas och har en randomiserad uppdel-

ning där 75% av datamängden finns i training_dataset och 25% i

validation_dataset. Motsvarande värden på Amount finns i respektive

training_dataset_key,-värde. Funktionen train_test_split har olika justeringar som

uppnås genom att bestämma dess inparamterar vilket ger olika utfall för datamängderna.

Inparametrarna shuffle och random_state bestämmer vilken ordning datan läggs i de

separerade datamängderna. Shuffle ger möjlighet till att kasta om datapunkterna och

random_state använder sig av ett frö, det vill säga ett nummer som ger en randomi-

serad datamängd utifrån fröet. Om samma frö används vid varje kompilering resulte-

rar det i samma randomiserad datamängdsuppdelning. Inparametrarna test_size och

train_size går att justera för att ändra storleken på de uppdelade datamängderna och

är förbestämd till 0.75 respektive 0.25 enligt sklearn [37].

Steg två är att låta modellen utvärdera dessa separerade datamodeller. En random deci-

sion forest modell i scikit-learn har en inbyggd funktion fit, funktionen bygger “sko-

gen” av beslutssträd och tar inparametrarna, träningsdatan training_dataset och

dess resultatdata training_dataset_key. Efter modellen har kört funktionen är dess

utvärderingsunderlag färdigt.

Steg tre är att köra validationsdatan för att sedan utvärdera mot dess motsvarande resul-

tatdata. Scikit-learn funktionen rdf.predict används och dess inparameter är

validation_dataset. Resultatet blir en datamängd fylld med förutspådda värden på

validationsmängden, ett genererat validation_dataset_key_pred-värde. Detta vär-

det ska jämföras mot de riktiga validation_dataset_key mängden som har en lika

stor datamängd tilldelad.
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4.1.1 Validering av random decision forest modellen

Validering av modellens resultat sker med funktionen

sklearn.metrics.mean_absolute_error. Funktionen använder sig av

validation_dataset_key och validation_dataset_key_pred som inparametrar,

och tar fram ett medelvärde för den differens mellan punkterna i modellens genererade

värden och den riktiga validationsmängdens värden. Detta validationsvärde kommer

även att vara riktmärke för modellens omkonfigurering. Är värdet för stort så behöver

modellen justeras då datan är otillräcklig eller för specifik. Detta är även en indikator

till om modellen är övertränad eller undertränad.

4.1.2 Jämförelse av datapunkter

Två dataset testades genom maskininlärningsmodellen RDF. En med attributet “Holi-

days” och en utan. Resultatet jämfördes och antagandet om att “Holidays” påverkade

modellen visade sig vara rätt. Värdena beskrivs i resultat 5.2.

4.2 Recurrent neural network implementation

Valet av träningsdata och testadata sker som föregående modell där Amount är mål-

variabeln och delningen av datamängderna sker på ett liknande sätt. Den väsentliga

skillnaden är att modellen arbetar utifrån föregående datapunkter och behöver därför

justera träningsdatan för detta ändamål. Datamängdernas uppdelning kräver att de ligger

i numpy.array så funktionalitet för detta implementeras. Pandas biblioteket har den

inbyggda funktion to_numpy som används med iloc[x-i] för att dela in mängden

i olika intverall, som krävs för denna modell. Modellen initieras som en sekventiell

modell genom biblioteksanropet keras.Sequential(). Därefter läggs två modeller till

i det neurala nätverket, model.add(GRU()) och model.add(LSTM()). De uppdelade
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träningsmängderna utvärderas på liknade vis med model.fit(). Modellen som körs

utnyttjar en mindre datamängd med lägre antal datapunkter än random decision forest

modellen då dess körtid ökar markant vid stora datamängder.

4.2.1 Validering av recurrent neural network modellen

Modellen utvärderas på ett liknande sätt med ett mae värde genom funktionsanropet

model.compile(loss=’binary_crossentropy’, metrics=[’mae’])

och testdatan utvärderas med funtkionen

scores = model.evaluate(X_test, y_test, verbose=0). Efter finjustering och

utvärdering av modellen kunde ett resultat som linkade ett verklig scenario erhållas.

Den huvudsakliga ändringen var modellens jämförelsemetod. Att använda en linjär

utvärdering

model.compile(loss=’mean_absolute_error’, metrics=[’mae’]) med mae istäl-

let för en “accuray” för målvariabeln gav ett pålitlig värde.



Kapitel 5

Resultat

Kapitel 5 ger läsaren en evaluering av projektet. Resultatet av de två modellerna presen-

teras och diskuteras sedan. Målet med projektet likhetsgranskas med vad som utvecklats

och en jämförelse med Afrys tidigare system diskuteras sedan.

5.1 Evaluering av maskininlärningsmodellerna

5.1.1 Random decision forest

Maskininlärningsmodellen random decision forest gav som resultat ett mae värde på

290. Modellen har alltså tränats på datan och medelvärdet på skillnaden mellan det

verkliga värdet och det förutspådda värdet av modellen var 290 (se tabell 5.1).

Datapunkten Amount, som var den variabel där ett visst utfall önskades, innehåller

höga värden, inom intervallet 5000 till 100000. En medeldifferens på 290 anses därför

vara ett bra resultat. Då modellen hade en väldigt hög tillförlitlighet på att förutspå

Amount så anses modellen varit lämpligt passad för den givna typen av datan.

En kontroll utfördes därefter för att ta reda på hur datapunkten Holidays påverkar

Amount. Då Holidays togs bort från modellen så gavs ett resultaterande mae-värde på
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Tabell 5.1: Del av validationsvärde och prognosvärde

Verkligt värde Förutspått värde
35543 35571
25584 25641
14378 14267
22710 22664
22874 22670
31498 31689

410. Resultatet anses ändå vara lågt då dataintervallet i Amount är högt, men av en mer

betydande faktor då det innebär att feldifferensen ökar cirka 41 procent. Datakvalitén

blev alltså bättre då Holidays inkluderades.

5.1.2 Recurrent neural network

Det första resultat för modellen visade sig vara otillräcklig med dess resultat och hade

ett högt mae-värde på 2010. Resultatet troddes bero på otillräcklig kunskap för model-

lens uppbyggnad och val av datapunkter, samt vilken Recurrent neural network modell

som är bäst tillämpad för datamängden. Modellen utvärderas med olika storlekar på

testdatan för att undersöka om det var antalet datapunkter som gav hög felmarginal,

men efter ökning av datapunkter och en marginell förbättring kunde det uteslutas att

modellens träningsmängdsstorlek var avgörande till felen. Efter justeringar av modellen

och inkludering av datapunkter med ett fokus på endast nio datapunkter per intervall

så kunde ett mer acceptabelt mae-värde erhållas. Detta värdet hamnade på cirka 500.

Inte lika lågt som Random decision forest modellen men i konsensus med ansvarig var

värdet inom en rimlig gräns. Gränsen i sig var abstrakt med målet “inte för mycket”.
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5.2 Jämförelse med vad som var planerat

Målet med projektet var att prognostisera datapunkten Amount med maskininlärnings-

modellerna random decision forest samt recurrent neural network. Datan skulle ana-

lyseras och förberedas med hjälp av analysmodellen EDA. Målet blev delvis uppfyllt.

Första steget med EDA lyckades, avvikelser upptäcktes och extremfall motiverades med

bakomliggande anledningar som annars hade påverkat resultatet av modellerna. Variab-

ler med stor betydelse kunde väljas ut för att användas i maskininlärningsmodellerna.

Med de båda modellerna kunde tillförlitlig prognoser ges då mae-värdet resulterade i

290 samt 500 för datapunkten Amount.

5.3 Jämförelse med existerande system

I det existerande systemet sker det mesta i manuella steg. Amount är en datapunkt

som projektet prognostiserar och har en hög kostnad för företaget att beräkna i det

nuvarande systemet. Ingen prognos används utan datapunkten beräknas med regler, som

är baserat på bland annat tidigare erfarenheter och gränsvärden som inte får understigas.

Projekt har resulterat i att två tillförlitlig modeller har framställts som kan vara en del

av beräkningen för datapunkten. Detta ger en bättre utsikt och förbättrad förståelse för

datan och framtida ML implementationer.
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Kapitel 6

Slutsats

I detta kapitel presenteras en sammanfattning av projektet. Lärdomar från uppdraget

samt vad som gick bra och dåligt diskuteras. Möjliga framtida vidareutvecklingsidéer

ges och de problem som stöts på under utvecklingen av projektet redogörs.

6.1 Projektsammanfattning

6.1.1 Exploratory data analysis

En viktig del av projektet anses vara förarbetet och analyseringen med mindre fokus på

själva maskininlärningsmodellerna och hur de fungerar. Dataanalysen har hjälpt model-

lerna att finjusteras mot mindre varians och felmarginal. Som frågeställning i bakgrund-

skaptilet “Exploratory data analysis”, (se stycke 2.4), kunde extremvärden undersökas.

En andel av datamängden som troddes vara extremvärden visade sig till exempel vara

röda dagar och dessa värden på grund av dess avvikelse på värdet Amount var inte bara

att utesluta. En framtida utveckling av modellen och datamängdens egenskaper borde

därför ta hänsyn till datum.

Utöver dessa särksiljda datum fanns en betydande inkonsistens i datan (se stycke

35



36 KAPITEL 6. SLUTSATS

3.2.2) som inte går att prognostisera. Efter samtal med ansvarande person bekräftades

inkonsistenser som inte hade något tydligt mönster på grund av deras nuvarande data-

modell.

6.1.2 Maskininlärningsmodellerna

Det satta målet att göra en prognos över den datapunkt kunden var intresserad av upp-

fylldes. Enligt resultatet var random decision forest en bra modell för datan, då det

resulterade i ett mae-värde på 290, vilket anses vara en acceptabel feldifferens. Modellen

upplevdes lättast att implementera då få problem uppstod samt att de valda datapunk-

terna passade modellen direkt. Ett bra resultat erhölls och modellen är förvånansvärt

användarbar för komplexa samt lättare maskininlärningsproblem. Detta är i linje med

andra projekt som gjorts utifrån denna modell, både från eget håll och i tävlingar på

hemsidan “Kaggle” [38] som är stora inom maskinlärningskurser och tävling för all-

mänheten. En rekommendation för nybörjare inom maskininlärning och dataanalys.

Modellen recurrent neural network kunde först inte prognostisera datan korrekt då

det resulterade i ett mae-värde på 2010. Efter justeringar samt andra valda datapunkter

blev det resulterande mae-värdet cirka 500, vilket är ett acceptabelt värde. Modellen

upplevdes mer komplex att implementera, då Amount skulle prognostiseras beroende av

L. Implementationen blev först felaktig och tog lång tid att prognostisera, men efter ett

antal förbättringar kunde ett tillförlitligt resultat ges.

6.2 Problem

Ett problem som uppstod under utvecklingen av projektet var den rådande COVID-19

pandemin. Då den givna datan är sekretessbelagt var det endast möjligt att arbeta med

projektet i Afrys lokaler. Platskravet gav som konsekvens att det inte var möjligt att

utveckla vid förkylningssymptom, då en måste stanna hemma. Afry valde att permittera
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majoriteten av personalen, vilket även gällde uppdragsgivaren. Permitteringen gav som

konsekvens att uppdragsgivaren inte var lika tillgänglig vid frågor som under normala

förhållanden. Maskininlärning är en teknik ingen av oss har någon tidigare erfarenhet

av. Otillgängligheten gjorde att det tog längre tid att utveckla projektet än vad det skulle

gjort under normala omständigheter.

Ett annat problem var den bristande kunskapen hos författarna angående maskinin-

lärning. Inläsningsfasen blev lång och när modellerna skulle implementeras uppstod

ofta problem. Problemen tog lång tid att lösa när inte hjälp från handledaren var lika

tillgänglig på grund av COVID-19 pandemin.

6.3 Vidareutveckling

För att vidareutveckla projektet skulle de båda maskininlärningsmodellerna kunnat grans-

kas ytterligare, om exempelvis implementationen hade varit möjlig att göras på ett bättre

sätt, eller om datan skulle valts annorlunda. EDA följdes och avvikande data vid röda

dagar upptäcktes. För att få ett ännu mindre mae värde, alltså att minska feldifferensen

ytterligare för modellerna, skulle datan kunna granskas i detalj för fler avvikelser. För

varje avvikelse hade en unik modell kunnat skapas, som då hade kunnat prognostisera

Amount för varje kategori av avvikelser. Då hade en mer exakt prognostisering kunnat

ges och företaget hade kunnat använt resultatet med mer precision.

6.4 Slutsatser

Det svåra med arbetet var att välja relevanta datapunkter och implementera maskinin-

lärningsmodellerna. EDA var en väldigt viktigt del i detta då det underlättade att följa

analysmodellen och på så sätt kunna förstå datan bättre.

Ingen av författarna av detta arbete hade någon tidigare erfarenhet av att undersöka
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data samt välja och sedan implementera en maskininlärningsmodell. Båda ansåg att

området är utmanade och intressant. Projektet skulle ge en bra inblick i maskininlärning

då det eventuellt skulle vara ett möjligt område att arbeta inom i framtiden. Uppdraget

var även extra intressant då det skulle hjälpa kunden, och därmed något som skulle

användas i framtiden. En stor kunskap gavs inom programmeringsspråket Python och

hanteringen av dess olika bibliotek som använts för implementationen. Projektet har

varit till stor nytta för att lära sig EDA och en modell därefter.

I början av projektet skedde en inläsningsfas. Fasen krävde mycket tid och tidsplane-

ringen som gjordes innan starten av projektet fick revideras. Arbetet med att bekanta sig

med datan och välja de relevanta datapunkterna dröjde långt in i projektet. Efter ett tag

började utvecklingfasen som skedde parallellt med inläsningen, då mer kunskap kräv-

des. I detta skede startade COVID-19 pandemin. Afry valde att permittera de anställda,

vilket gjorde att utvecklingsfasen tog mycket längre tid än planerat då Afrys handledare

inte var lika tillgänglig som innan. Implementationen av modellerna skedde i slutet av

projektet. Arbetet med rapportskrivningen skedde kontinuerligt under projektets gång,

men då allt utvecklande blev förskjutet i tiden kunde många delar av rapporten inte

skrivas förren på slutet.

Det hade kunnat valts en mer passande utvecklingsmetod för projektet. Om arbetet

strukturerats upp bättre hade den initiala tidsplaneringen möjligtvis kunnat följts. Pro-

jektet utvecklades för det mesta enligt vattenfallsmodellen och om exempelvis Scrum

använts istället, med tydliga intervaller och delmål, hade inläsningfasen och utveck-

lingsfasen kunnat krävt mindre tid.
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Figur A.1: Kodexempel: implementation av Holidays
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Figur A.2: Kodexempel: random decision forest modell

Figur A.3: Kodexempel: skapande av test- och validationsmängd
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Figur A.4: Kodexempel: recurrent neural network modell
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